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基于 CNN和近红外光谱的蜜柑 SSC预测模型研究  ∗

相志勇，苗玉彬

（上海交通大学机械与动力工程学院，上海市，200240）

摘要：针对抽样化验等传统果实品质检测方法具有破坏性以及现有回归预测模型存在光谱信息损失和特征提取不够完备

等问题，提出基于近红外光谱分析技术和一维卷积神经网络（1D-CNN）实现蜜柑果实可溶性固形物含量预测的模型和

方法。采集蜜柑的近红外光谱和测定可溶性固形物含量建立数据集。并通过试验对比确定使模型性能最优的网络结构

深度、卷积核尺寸和数量、有无批量归一化（BN）层、池化方式、全连接层深度和 Dropout值等网络结构参数，形成包含 2 层

卷积层、2 层 BN 层，2 层最大池化层和 2 层全连接层的一维卷积神经网络，并设置 Dropout 值为 0. 2。与偏最小二乘回归、

主成分回归和支持向量机回归预测模型的性能对比试验表明：提出的 1D-CNN 模型预测精度和模型稳定性均优于传统

回归预测算法，其验证集上的均方根误差为 0. 333 9，决定系数为 0. 865 5，能够实现对蜜柑近红外光谱数据特征的有效提

取和对蜜柑可溶性固形物含量的无损检测。
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Study on prediction model of citrus SSC based on CNN and near infrared spectroscopy

Xiang Zhiyong， Miao Yubin
（College of Mechanical and Power Engineering， Shanghai Jiaotong University， Shanghai， 200240， China） 

Abstract：： Aiming at the problems of destructive traditional fruit quality detection methods such as sampling assay， 
spectral information loss and incomplete feature extraction in the existing regression prediction models，a novel model and 
method based on near�infrared spectroscopy analysis technology and a one�dimensional Convolutional neural network （1D-
CNN） topredict the soluble solids content of citrus fruit were proposed in this paper.  A dataset has been established by 
gathering near�infrared spectroscopy of citrus fruits and determining their soluble solid content.  The network structure 
parameters have been optimized to enhance the performance of the model， including the depth of the network structure， 
the size and quantity of convolutional kernels， the presence or absence of batch normalization （BN） layers， pooling 
methods， the depth of fully connected layers， and Dropout values.  The final 1D-CNN model comprises two 
convolutional layers， two BN layers， two maximum pooling layers， and two fully connected layers， with a Dropout value 
of 0. 2.  Traditional Partial least squares regression， principal component regression， and support vector machine regression 
prediction models have been established to compare their performance with the 1D-CNN model.  The outcomes reveal 
that the 1D-CNN model exhibits significantly superior prediction accuracy and model stability compared to conventional 
algorithms.  The Root�mean�square deviation on the verification set is 0. 333 9， and the Coefficient of determination is 
0. 865 5.  This demonstrates that the 1D-CNN model can carry out feature extraction of citrus near�infrared spectral data， 
thereby permitting non�destructive detection of soluble solid content in citrus.  Consequently， this approach provides a 
better solution for non�destructive detection of citrus based on near�infrared spectral analysis technology.
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0 引言

温州蜜柑是受人们喜爱的常见水果。随着生活水

平的不断改善，消费者对蜜柑的品质要求不断提高，除

关注蜜柑的外部成色之外，也更加注重蜜柑的内部品

质。可溶性固形物含量（SSC）是衡量蜜柑品质的重要

指标［1］。但随机抽样化学检测的传统检测方法需要破

坏果体，不利于对果实进行快速筛选分级，需要研究更

便捷的无损检测技术。

近红外光谱分析技术是近年来发展起来的一种新

型的无损快速分析技术，广泛应用于农业、食品、医疗、

化工等行业。国内外众多学者利用近红外光谱分析技

术实现了苹果［2�4］、梨［5， 6］、桃［7， 8］、柑橘［9， 10］、李子［11， 12］

等果实可溶性固形物含量检测研究。刘燕德［13］等利

用近红外漫透射光谱技术结合最小二乘支持向量机算

法实现了蜜柑 SCC 的在线无损检测。李俊杰等［14］运

用偏最小二乘回归（PLSR）建立了 SCC、可滴定酸以

及维 C 的检测模型，取得了较好的结果。近红外光谱

预测模型的建立多采用 PLSR 等传统建模方法，一般

首先对光谱数据进行预处理，然后提取光谱中重要波

峰信息或运用主成分分析等方法对光谱信号降维，保

留重要特征，降低计算复杂性。这些方法存在训练过

程较为复杂，表征参数较少，回归精度差强人意等不

足。卷积神经网络（CNN）是深度学习算法的代表算

法之一，其采用端到端训练模式，能自动提取数据体

征［15］，训练过程更简单，参数相对较多，具有更大的优

化空间。且因为具备基于卷积权值共享和局部区域连

接等机制，CNN 具有很强的泛化能力。Mishra 等［16］建

立了基于 CNN 的水果不同性状的多输出预测模型，同

时预测了梨果实的水分含量和 SSC，模型性能优于

PLSR 模型。Huang 等［17］（2021）提出了基于多尺度短

切卷积神经网络的无损检测方法，用于测量马尾松幼

苗叶片中的水分和氮含量，其对应的建模均方根误差

为 0. 242 和 0. 061。Benmouna 等［18］开发了基于 CNN
利用近红外光谱信息对富士苹果的成熟阶段进行分类

的新方法，正确率为 96. 5%，高于人工神经网络、支持

向量机等方法。

针对传统果实品质检测方法以及现有回归预测模

型存在的不足，根据光谱数据特点，提出一种基于一维

卷积神经网络（1D-CNN）和近红外光谱信息的蜜柑

SSC 预测模型。根据采集到的蜜柑近红外光谱数据，

建立 1D-CNN 预测模型，并通过试验优选网络结构

深度、卷积核尺寸和数量、有无批量归一化（BN）层、池

化方式、全连接层深度和 Dropout 值等网络结构参数，

使模型性能最优。通过与 PLSR 等传统预测模型对

比，讨论本文预测模型的精度和稳定性优势。

1 材料与方法

1. 1 试验样品

选取 10 月份成熟期的新鲜采摘、颜色正常、大小

均匀、且表面无明显病变伤疤的蜜柑共 340 个，作为试

验样品。对所选蜜柑表皮用湿纸巾做简单的清洁处

理，擦掉表面杂质，确保不会引入外来物质导致光谱异

常。将蜜柑样品依次编号，并在 22 ℃实验室环境下放

置 24 h，分别采集蜜柑的近红外光谱和可溶性固形物

含量数据。

1. 2 试验方法

1. 2. 1 近红外光谱采集装置

根据试验需求设计并搭建近红外光谱采集装置如

图 1所示，主要包括计算机、微型光谱仪、遮光箱、卤素光

源、参比球、准直透镜和光纤等。光谱采集设置为漫透

射采集方式，4个卤素光源分别安装在遮光箱四面，相对

中轴线呈 45°夹角，从 4 个方向照射果实。光谱仪采用

FX4000微型光谱仪，光谱分辨率为 0. 06 nm，采样波长

范围为 200~1 100 nm，光源采用 4盏 100 W 卤素灯，总

功率 400 W，积分时间 100 ms。采用 Morpho 软件进行

光谱采集，对每个蜜柑使其果梗朝向不同方向，采集 4次

取平均值作为对应果实的近红外光谱数据。

图  1   光谱采集装置

Fig. 1 Spectral acquisition device
1.准直透镜  2.蜜柑  3.卤素灯  4.遮光箱  5.灯杯

6.光纤  7.光谱仪 FX4000 8.电脑

1. 2. 2 可溶性固形物含量测定

使用 AIOK 高精度数显糖度计测定蜜柑的可溶性

固形物含量。将光谱采集后的蜜柑进行榨汁，并用滤

网进行过滤，用试管收集滤液备用；利用蒸馏水对糖度

仪进行校准后，使用滴管吸取果汁滤液滴入糖度仪的

样液池中读数，多次测量直至连续两次读数相同，记录

糖度仪读数。

1. 3 光谱数据预处理

因背景噪声、杂散光和人工操作等因素影响，所采
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集的光谱数据不可避免地包含噪声信号，需在建模之

前对所采集的原始光谱数据进行预处理。选取标准正

态变换（SNV）［19］光谱预处理方法。

1. 4 一维卷积神经网络

卷积神经网络（CNN）是一种多层非全连接的非

线性深度学习方法，其基本结构由卷积层、池化层和全

连接层组成，在正向传播过程中利用卷积层层和池化

层相互交替实现原始数据特征提取；在反向传播过程

中利用梯度下降法最小化误差函数实现参数提张以此

完成权值更新［20］。一维卷积神经网络（1D-CNN）是

卷积神经网络的分支之一，其输入样本数据以及网络

结构中的卷积核、池化核等均为一维。1D-CNN 的

卷积和池化过程如图 2、图 3 所示。

图  2   卷积计算过程

Fig. 2 Convolutional calculation process

 

（a） 最大池化                      （b） 平均池化

图  3   池化计算过程

Fig. 3 Pooled computing process
1. 5 模型评价方法

为确定最佳网络结构参数和系统参数，选择均方

根误差（Root Mean Square Error，RMSE）和决定系数

（Correlation of determination，R2）作为模型性能评价

指标。其计算如式（1）、式（2）所示。

RMSE =
∑
i=1

m

（yi - yi）2

m
（1）

R2 =
∑
i=1

m

（yi --
yi）2

∑
i=1

m

（yi --
yi）2

（2）

式中： yi——模型预测值；
-
yi——预测值的均值；

yi——实际测量值；

m——样品的个数。

2 试验结果与分析

2. 1 近红外光谱和 SSC分析

对 340 个温州蜜柑果实样本进行光谱采集，剔

除异常样本后得到 332 组原始光谱数据，如图 4（a）
所示，使用 KS 样本划分法（Kennard-Stone，KS）划

分训练集和验证集。训练集与验证集的样品数据统

计表如表 1 所示，样本数据分布合理，偏差较小，可

以建立回归模型。经过 SNV 预处理后的光谱数据

如图 4（b）所示，相较于原始光谱，预处理后的光谱

特征峰更明显。

  

（a） 原始光谱              （b） SNV 预处理光谱

图  4   蜜柑光谱数据

Fig. 4 Spectral data of citrus

表  1   蜜柑样本理化参数

Tab. 1 Physicochemical parameters of citrus samples

品质
类型

SSC

训练集

范围

8. 20~
12. 70

均值

10. 12

标准偏差

0. 832 6

验证集

范围

8. 40~
12. 20

均值

10. 09

标准偏差

0. 764 3

2. 2 网络结构深度设置

1D-CNN 模型的第一部分是特征提取模块，由

卷 积 层 、池 化 层 、批 量 归 一 化（Batch normalization，
BN）和 ReLU 激活函数组成一个相对独立的小型网络

层集合（后文称该集合为特征提取层）。为确定最佳网

络深度，对比不同深度网络结构的 1D-CNN 预测模

型性能指标，结果如表 2 所示。

表  2   不同层数 1D-CNN模型的性能指标

Tab. 2 Performance indicators of 1D-CNN models with 
different layers

层数

1
2
3
4

训练集

RMSEc

0. 410 7
0. 276 3
0. 345 2
0. 358 1

Rc
2

0. 784 4
0. 888 0
0. 862 6
0. 805 9

验证集

RMSEp

0. 475 7
0. 405 4
0. 451 8
0. 663 6

Rp
2

0. 667 0
0. 768 8
0. 690 0
0. 379 5

由表 2 可知，两层网络结构的 1D-CNN 模型性能

最 优 ，训 练 集 均 方 根 误 差 为 0. 276 3，决 定 系 数 为

0. 888 0，验证集均方根误差为 0. 405 4，决定系数为

0. 768 8。故此本文选用两层特征提取层组成的特征

提取模块。

2. 3 卷积核尺寸和数目的确定

卷积层利用卷积核对前一层的特征图局部区域进

行卷积运算实现特征映射，所以卷积核的大小和数量

能够影响卷积神经网络的建模性能。在前文试验基础

和相同网络结构和参数条件下，通过试验比较不同卷

积核尺寸对模型性能的影响。因为池化层会缩短数据
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长度，所以本文设定第二层的卷积核比第一层小 2。
不同卷积核尺寸的 1D-CNN 模型效果如图 5 所示。

图  5   不同卷积核尺寸的 1D-CNN模型性能指标

Fig. 5 Performance indicators of 1D-CNN models with 
different convolutional kernel sizes

由图 5 可知，卷积核尺寸为 19、17 时对应 1D-
CNN 模型的性能最优，所建模型在训练集上的决定系

数为 0. 888 0，验证集的决定系数为 0. 768 8。
不同卷积核数目对 1D-CNN 预测模型性能的影

响试验结果如图 6 所示。由图 6 可见，卷积核数目为

8、32 时模型的性能表现较好，验证集决定系数为

0. 768 8。

图  6   不同卷积核数量的 1D-CNN模型性能指标

Fig. 6 Performance indicators of 1D-CNN models with 
different numbers of convolutional kernels

2. 4 BN层的设置

卷积层的输出通过 BN 机制进一步处理，BN 机制

能有效的解决梯度爆炸或梯度消失问题，并可提高收

敛速度［21］。表 3 为网络结构和参数相同的前提下，是

否引入 BN 机制两种情形对 1D-CNN 预测模型的性

能影响对比。从表 3 可知，BN 层能有效提高 1D-
CNN 模型的性能。

表  3   BN层对 1D-CNN模型性能的影响

Tab. 3 Effect of BN layer on 1D-CNN model performance

有无 BN 层

无

有

训练集

RMSEc

0. 612 7
0. 276 3

Rc
2

0. 483 4
0. 888 0

验证集

RMSEp

0. 878 7
0. 405 4

Rp
2

0. 377 0
0. 768 8

2. 5 池化方式的设置

池化层可以在保证数据特征的同时大大降低

CNN 的参数量。表 4 为网络结构和参数相同的前提

下，最大池化和平均池化两种池化方式对 1D-CNN
预测模型的性能影响对比。由表 4 可知，采用最大池

化的 1D-CNN 模型性能在验证集上的表现优于平

均池化。

表  4   池化层对 1D-CNN模型性能的影响

Tab. 4 Effect of pooling layer on 1D-CNN model performance

池化方式

平均池化

最大池化

训练集

RMSEc

0. 325 7
0. 276 3

Rc
2

0. 716 9
0. 888 0

验证集

RMSEp

0. 436 0
0. 405 4

Rp
2

0. 733 9
0. 768 8

2. 6 全连接层的设计

1D-CNN 模型的第二部分是全连接层，全连接

层输入层的神经元个数取决于输入数据的维度和卷积

核的数目，中间层数能影响模型的建模性能，表 5 为相

同特征提取层条件下，不同全连接层数对 1D-CNN
预测模型的性能影响对比。

表  5   不同全连接层数 1D-CNN模型的性能指标

Tab. 5 Performance indicators of 1D-CNN models with 
different fully connected layers

层数

1
2
3
4

训练集

RMSEc

0. 239 9
0. 276 3
0. 256 5
0. 241 3

Rc
2

0. 919 1
0. 888 0
0. 886 5
0. 923 6

验证集

RMSEp

0. 466 4
0. 405 4
0. 593 6
0. 598 9

Rp
2

0. 688 0
0. 768 8
0. 517 1
0. 476 2

由表 5 可知，两层全连接层的 1 D-CNN 模型在

验证集上的表现明显优于其他模型。这是全连接层数

增多，模型参数的增加导致模型过拟合。

2. 7 Dropout的设定

由于近红外光谱数据具有比较高的数据维度，网

络的参数量偏大，容易导致过拟合等问题发生。本文

通过在网络结构中加入 Dropout 层，减缓高维近红外

光谱带给网络的影响，从而提高蜜柑预测模型的稳定

性。表 6 为相同网络结构和参数的前提下，不同丢弃

率对 1D-CNN 预测模型的性能影响对比。由表 6 可

知，在本试验中，选择丢失率为 0. 2 时，预测模型的性

能表现最好。

表  6   不同Dropout值 1D-CNN模型的性能指标

Tab. 6 Performance indicators of 1D-CNN models with 
different Dropout values

Dropout

0. 1
0. 2
0. 3
0. 4
0. 5

训练集

RMSEc

0. 297 9
0. 260 2
0. 355 3
0. 219 9
0. 341 8

Rc
2

0. 852 4
0. 896 1
0. 841 3
0. 910 4
0. 777 8

验证集

RMSEp

0. 483 8
0. 333 9
0. 487 1
0. 669 6
0. 626 9

Rp
2

0. 777 0
0. 865 5
0. 749 1
0. 558 7
0. 620 5

2. 8 1D-CNN蜜柑 SSC预测模型建立

基于前文试验结果，1D-CNN 模型的网络结构

及参数如图 7 所示。
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图  7   1D-CNN模型的网络结构

Fig. 7 Network structure of the 1D-CNN model
图 7 中 1D-CNN 网络结构含有 2 个卷积层（C1，

C3），其卷积核大小分别为 19 和 17，卷积核数量分别

为 8 和 32。2 个最大池化层（S2，S4）按照设定步长和

窗口大小降低数据维度。为防止卷积计算过程中梯度

消失，引入 BN 机制，在卷积层后加入 BN 层。全连接

层 有 2 层（F5，F6）的 神 经 元 个 数 分 别 为 1 024 和

32， 并引入 Dropout 机制，提高模型稳定性，Dropout
值取为 0. 2。

基于上述 1D-CNN 网络结构建立蜜柑 SSC 预测

模型，模型在训练集上的均方根误差为 0. 260 2，决定

系数为 0. 896 1，在验证集上均方根误差为 0. 333 9，决
定系数为 0. 865 5。蜜柑 SSC 测定值和预测值的散点

图如图 8 所示。

图  8   基于 1D-CNN的蜜柑 SSC预测模型

Fig. 8 Prediction model for SSC of citrus based on 1D-CNN
2. 9 模型性能对比

为验证 1D-CNN 模型的有效性，选择相同训练

集和验证集样本，采用 SNV 预处理，分别与偏最小二

乘回归（PLSR）、主成分回归（PCR）和支持向量机回

归（SVR）预测模型进行对比分析，结果如表 7 所示。

表  7   不同建模方法的蜜柑 SSC模型性能

Tab. 7 Performance of different modeling methods for 
sweet citrus SSC models

建模方法

1D-CNN
PLSR
PCR
SVR

训练集

RMSEc

0. 260 2
0. 270 2
0. 116 2
0. 398 0

Rc
2

0. 896 1
0. 900 0
0. 862 3
0. 780 0

验证集

RMSEp

0. 333 9
0. 471 2
0. 651 1
0. 414 3

Rp
2

0. 865 5
0. 761 9
0. 124 9
0. 802 5

由表 7 可知，在建模条件相同的情况下，1D-
CNN、PLSR 和 SVR 模型性能较好，PCR 模型产生过

拟合。其中又以 1D-CNN 模型性能最好，其在训练

集上的均方根误差为 0. 260 2，决定系数为 0. 896 1；在
验 证 集 上 的 均 方 根 误 差 为 0. 333 9，决 定 系 数 为

0. 865 5。其次是 SVR 模型，在训练集上的均方根误

差为 0. 398 0，决定系数为 0. 780 0；在验证集上的均方

根误差为 0. 414 3，决定系数为 0. 802 5。PLSR 模型性

能相对较差，在训练集上的均方根误差为 0. 270 2，决
定 系 数 为 0. 900 0；在 验 证 集 上 的 均 方 根 误 差 为

0. 471 2，决定系数为 0. 761 9。
综上可见，1D-CNN 预测模型性能相比其他模

型性能更优。相较于传统回归算法，1D-CNN 能够

提升模型的精度和稳定性，有效改进基于近红外光谱

的蜜柑品质无损检测技术。

3 结论

1） 基于近红外光谱分析技术对蜜柑进行无损检

测时，传统建模方法所得模型存在光谱信息损失和特

征提取不够完备等问题，为此提出基于近红外光谱分

析技术和 1D-CNN 的蜜柑 SSC 预测模型。通过对比

试验，研究确定 1D-CNN 预测模型的最佳网络结构

参数，实现更为准确的蜜柑 SSC 预测，验证集均方根

误差为 0. 333 9，决定系数为 0. 865 5。
2） 对比试验表明，相较于 PLSR 模型（在验证集

上的均方根误差为 0. 471 2，决定系数为 0. 761 9）、

SVR 模型（在验证集上的均方根误差为 0. 414 3，决定

系数为 0. 802 5）和 PCR 模型（在验证集上的均方根误

差为 0. 651 1，决定系数为-0. 124 9），1D-CNN 模型

性能更优秀。

3） 研究结果为基于近红外光谱实现快速高效的

蜜柑 SSC 无损检测提供技术支持。
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